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This paper presents a supervised machine-learning approach for normalizing terms into their representative
forms. This study models the process of term variation with a set of possible operations of string-replacement, that
convert a term (e.g., activities) into its representative form (e.g., activity). We formalize the task of recognizing
term variation as a binary classification problem, in which a logistic regression model assigns a positive class to a
given term pair only when a term of the pair is the representative form of another term. We use the maximum
a posteriori (MAP) method with L1 regularization for estimating contributions (weights) of string-replacement
operations for normalizing terms. Training corpora for normalizing spelling and inflection variants are built from
existing lexicons. The experimental results show the effectiveness of string-replacement operations obtained from
the training process for both recognizing and normalizing term variations.

1. はじめに

自然言語を扱う様々なアプリケーションは，同じエンティティ
が表記の異なる複数の用語によって参照される問題（用語バリ
エーション）に直面する．例えば，病名辞書を用い，テキスト
中の病名を識別子に変換する処理では，テキスト中に含まれる
表記（例えば tumour of lung）が，病名辞書にそのままの収録
されているとは限らないので，辞書に収録されていそうな表記
（例えば lung tumor）に変形する必要がある [Yeganova 04]．
一方，複数のデータベースを一つに統合する処理では，同じエ
ンティティを指している複数のフィールド値を認識し，冗長な
レコードを生成しないようにすることが望ましい [Bilenko 03]．
ある語を，同じエンティティを指すと思われる別の語に変換

する処理は，近似文字列マッチング [Navarro 01]，スペル訂
正 [Brill 00]，検索クエリ訂正 [Chen 07]等のタスクと関連が
深い．また，文字列同士の類似度を学習コーパスから獲得す
る研究も盛んに行われている．McCallumら [McCallum 05]

は，編集距離における操作を条件付き確率場で学習する手法を
提案した．Bergsmaら [Bergsma 07]は，語を構成する部分文
字列の組み合わせを素性とし，異なる言語間で起源が同じ語の
組を認識する手法を提案した．鶴岡ら [Tsuruoka 08]は，語を
その標準形に変換するのに必要な文字列置換ルールの汎用性・
曖昧性を計る尺度を設計した．荒牧ら [Aramaki 08]は，２つ
の語の差分文字列や編集距離を素性として，医学用語の表記揺
れを識別する分類器を構築した．
本研究では，２つの用語がバリエーションの関係にあるか

判別するタスク（バリエーションの識別）に対し，文字列置換
ルールを説明変数（素性）としたロジスティック回帰モデルを
適用する．回帰モデルのパラメータ推定には，L1 正則化に基
づく事後確率最大化を利用し，バリエーションの識別に貢献す
る素性を絞り込む．さらに，学習で獲得した置換ルールの重み
を活用し，与えられた語に対する標準形の候補を生成するアル
ゴリズムを提案する．
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2. 提案手法

Daille ら [Daille 96] は，英語の用語バリエーションを分
析し，文字変化（graphical variations），綴り変化（ortho-

graphic variations），語尾変化（inflectional variations），
文法変化（syntactic variations），語－文法変化（morpho-

syntactic variation）に分類した．文字変化は大文字・小文字
の違い，ハイフンや記号の利用によって引き起こされる表記揺
れであり，大文字から小文字への変換，記号から空白への置換な
どの簡単な処理で取り扱える．綴り変化は，米国式－英国式綴り
の違い（例えば normalize—normalise），ギリシャ語，ラテン
語，フランス語からの翻字の差（例えば leukaemia—leukemia）
に由来する．語尾変化は，名詞の複数形，動詞の現在分詞形
（名詞化）など，語の活用に基づく．文法変化は，語の挿入や並
び替え（例えば elements of matrix—matrix element）によっ
て発生する用語バリエーションである．語－文法変化は，形
容詞から名詞への変更（例えば enzymatic activity—enzyme

activities）や，動詞から名詞への変更によって引き起こされる．
用語のバリエーションを，変化する要素という観点でまと

めると，文字レベルで生じるもの（綴り変化や語尾変化），単
語レベルで生じるもの（文法変化），それらの複合で生じるも
の（語－文法変化）に分類できる [Jacquemin 99]．本稿では，
用語バリエーションの主要因である語形変化（paradigmatic

variations）を機械学習でモデル化する．なお，類義語（例え
ば carcinomaと cancer），略語（例えば estrogen receptorと
ER）に由来する用語バリエーションは，本稿で扱わない．

2.1 単語を代表形に変換する置換ルール
単語の語形変化を認識・生成する方法として，ステミン

グ [Porter 80] や文字列距離尺度 [Levenshtein 66] がよく用
いられる．ステミングは単語の語尾変化を取り除く有力な手段
であるが，語幹に存在する綴り変化を扱えない．文字列距離尺
度は，２つの単語の構成文字の一致度や，一方の単語を他方の
単語に変更するために必要な置換操作∗1の数で，単語間の距離
を計算する．しかし，colour—color, oestrogen—estrogen の

∗1 編集距離 [Levenshtein 66]では，文字の挿入・削除・置換による
操作で編集を行うが，これらはすべて置換操作で表現できる．
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^oestrogen$

^estrogen$

^anaemia$

^anemia$

^studies$

^study$

('o', ''), ('^o', '^'), ('oe', 'e'),

('^oe', '^e'), ('^oes', '^es'), ...

('a', ''), ('na', 'n'), ('ae', 'e'),

('ana', 'an'), ('nae', 'ne'), ('aem', 'em'),

...

('ies', 'y'), ('dies', 'dy'), ('ies$', 'y$'),

('udies', 'udy'), ('dies$', 'dy$'), ...

S:

t:

S:

t:

S:

t:

(1)

(2)
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図 1: 置換ルールの生成例

ように，1文字の差（‘u’と ‘o’）で綴り変化を解釈できること
もあれば，Finland—inland, preservation—reservation のよ
うに，1文字の差（‘F’と ‘p’）が別の意味の単語を生成するこ
ともある．したがって，置換する部分文字列や，適用できる周
辺環境などを考慮し，単語の距離を計算することが望ましい．
さて，単語ws =’^anaemia$’を，代表形wt =’^anemia$’

に変換する∗2過程を考察しよう∗3 ．２つの文字列の差分から，
ws の４番目の文字’a’ を空文字列’’ に置換することで，wt

を得ることができる．部分文字列 f を eに置換するルールを，
(f, e)と記述することにすると，このルールは (’a’, ’’) と書
ける．しかし，この置換操作をwsの２番目，８番目の文字’a’

に適用してしまうと，wt が得られない．これは，文字’a’を
消去する操作が，常に適用可能ではないからである．そこで，
置換ルールに冗長性を持たせ， (’ae’, ’e’) というルールを考
えると，ws から wt への変換が，より的確に説明できる．こ
のように，ws から we へ変換を説明できる置換ルールは複数
あるが，ルールの正確さ，汎用性が異なる．
本研究では，単語を代表形に変換する際の特徴量として，一

方の単語を別の単語に変更するときに要する文字列置換ルー
ルに着目する．本節の残りでは，ある単語 ws を別の単語 wt

に変更する置換ルールを列挙するアルゴリズムを述べる．2.2

節では，２つの単語 ws と wt が与えられた時，単語 ws を wt

に置換するルールから，wt が ws の代表形であるか識別する
モデルを説明し，機械学習に基づいて置換ルールのスコア付け
を行う．そして，2.3節で，与えられた単語 ws に対して，可
能な代表形候補を生成する手法を説明する．
単語 ws と wt が共通に持つ最長の接頭文字列を l，最長の

接尾文字列を r とする．単語 ws と wt の中で，接頭文字列 l，
及び接尾文字列 r に含まれない箇所を，それぞれ cs と ct で
表す．すなわち，単語 ws と wt は，それぞれ lcsr と lctr に
分解される．単語 ws を wt に置換する最短の操作（最短置換
ルール）は，(cs, ct)である．さらに，最短置換ルールの左側
に l の接尾辞，右側に r の接頭辞を追加した置換ルール（拡
張置換ルール）も，やはり単語 ws を wt に変換できる．図 1

に，変換元と変換先の単語，及びその置換ルールの生成例を示
した．単語中の青色と緑色の部分文字列は，それぞれ最長共通
接頭文字列，最長共通接尾文字列を表す．例えば，図 1 (2)に
おいて，l =’^an’，r =’emia$’，cs =’a’，ct =’’であるか
ら，最短置換ルール (’a’, ’’) を得る．lの接尾辞’n’を最短
置換ルールの先頭に追加すると，拡張置換ルール (’na’, ’n’)

を，rの接頭辞’e’を最短置換ルールの末尾に追加すると，拡
張置換ルール (’ae’, ’e’) を得る．

2.2 代表形の識別
ある単語 wt が，単語 ws の代表語であるかどうか判別する

問題は，与えられた単語ペア 〈ws, wt〉に対して，wtがwsの代

∗2 語尾変化に対しては単語の原形，綴り変化に対しては短い文字数，
もしくはアルファベット順で若い単語を代表形とする．

∗3 本研究で扱うすべての単語の先頭と末尾には，それぞれ記号ˆと
$を追加することとする．

表語である（1）か，代表語ではない（0）のラベル y ∈ {0, 1}
を割り当てる二値分類問題である．本研究では，与えられた単
語ペア 〈ws, wt〉に対し，ラベル yの条件付き確率 P (y|ws, wt)

を，ロジスティック回帰モデルで表現する（式 1, 2）．

P (1|ws, wt) = g
“
–TF (ws, wt)

”
, (1)

P (0|ws, wt) = 1− g
“
–TF (ws, wt)

”
. (2)

ただし，F = {f1, ..., fK} は，0 または 1 を返す素性関数群
fk(ws, wt)の値をまとめてベクトルで表現したもの，K は素
性の総数，–は素性関数の重み，g(z)はシグモイド関数，

g(z) =
1

1 + exp(−z)
, (3)

である．本研究では，単語 wt が単語 ws の代表語であるかど
うか調べる素性として，2.1節で説明した文字列置換ルールを
用いる．置換ルールの全体集合をR = {r1, ..., rK}とし，それ
ぞれの置換ルール rk を，次式で素性関数 fk に対応付ける．

fk(ws, wt) =

(
1 (ws がルール rk で wt に変換される)

0 (それ以外)

(4)

つまり，F (ws, wt)は，wsを wtに変換できる置換ルールに対
応する要素を 1，それ以外の要素を 0で埋めたベクトルを返す
関数と解釈してもよい．素性の重み –が既知のとき，単語ペ
ア 〈ws, wt〉に対するラベルの予測 ŷ は，式 5で得られる．

ŷ = argmax
y∈{0,1}

P (y|ws, wt) =

(
1
`
–TF (ws, wt) > 0

´

0 (それ以外)
(5)

ロジスティック回帰モデルの学習は，N 件の学習インスタン

ス
“
(w

(1)
s , w

(1)
t , y(1)), ..., (w

(N)
s , w

(N)
t , y(N))

”
が与えられたと

き，モデルの対数尤度，

L– =

NX
i=1

log P (y(i)|w(i)
s , w

(i)
t ) (6)

=

NX
i=1

n
y(i) log p(i) + (1− y(i)) log

“
1− p(i)

”o
, (7)

を勾配法などで最大化する（最尤推定）．ここで，p(i) は
P (1|w(i)

s , w
(i)
t ) の省略記法である．対数尤度 L– は微分可能

であり，その勾配は式 8で与えられる．

∂L–
∂λk

=

NX
i=1

“
y(i) − p(i)

”
fk(ws, wt) (8)

最尤推定は過学習を起こすことが知られており，通常はパラ
メータ –に対して何らかの事前分布を仮定し，過学習を防止
する．本研究では，素性関数が置換ルールで構成されているこ
とから，モデルのパラメータを学習で推定することは，置換
ルールの重み付けを行うことと等価である．また，2.1節で説
明した置換ルールの生成アルゴリズムは，単語を変形しうる
ルールをすべて列挙しているため，単語を代表形に変換すると
きに貢献できないルールや，汎用性が低く滅多に利用されない
ルールがたくさん含まれている．そこで，本研究では事前分布
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# ^anaemia$ ^anemia$

1 (’a’,’’), (’ae’,’e’), (’na’,’n’), (’aem’,’em’),

(’ana’,’an’), (’nae’,’ne’), (’^ana’,’^an’), ...

# ^dimerize$ ^dimerise$

1 (’z’,’s’), (’iz’,’is’), (’ze’,’se’), (’ize,’ise’),

(’riz’,’ris’), (’ze$’,’se$’), (’eriz’,’eris’), ...

# ^spurt$ ^sport$

0 (’u’,’o’), (’pu’,’po’), (’ur’,’or’), (’spu’,’spo’),

(’pur’,’por’), (’urt’,’ort’), (’^spu’,’^spo’), ...

図 2: 綴り変化コーパスの学習データ例

としてラプラス分布を仮定し，対数尤度関数を重みベクトル –
の L1 ノルムで正則化する．学習時に最小化する損失関数は，

E– = −L– +
|–|
σ

(9)

となる．σは L1 正則化の影響をコントロールするパラメータ
であり，値を小さくすると，重み 0が割り当てられる素性，つ
まりモデルから削除される素性の数が増える．なお，式 9 の
第２項は λk = 0において微分不可能であるため，最小化には
Orthant-Wise Limited-memory Quasi-Newton (OW-LQN)

法 [Andrew 07]を用いた∗4．

2.3 単語異表記から代表形への変換
前節の学習で得られる重みベクトル –は，単語の代表形を

認識するタスクにおいて，それぞれの置換ルールの性能を反
映したものになる．すなわち，ある置換ルールに正の重みが割
り当てられれば，その置換ルールは語形変化を正しく捉えて
おり，負の重みが割り当てられた置換ルールは，語形変化を間
違って表現していることになる．表 3に，実際の学習によって
高い重みが割り当てられた置換ルールを示した．例えば，最も
高い重みを持つルールは，単語が uss という部分文字列を含
む場合，その箇所を usに置換することを薦めている．
従って，与えられた単語 w の代表語の候補集合 C(w)を求

めるタスクにも，学習で獲得した素性の重みが利用できる．

C(w) = {r(w)|r ∈ R,–TF (w, r(w)) > 0} (10)

ただし，r(w) は単語 w に対して置換ルール r を適用して得
られる単語を表す．式 10 は，単語 w にすべての置換ルール
r ∈ Rを適用し，2.2節で獲得した識別モデルが C(w)を単語
w の代表形と判別したものだけを集める．なお，式 10 では，
学習に用いたすべての置換ルール r ∈ Rを適用して，w に対
して可能な代表語を列挙しているが，実際には学習において
正の重みが割り当てられたルール R+ = {rk|rk ∈ R, λk > 0}
だけを適用すればよい．学習時に L1 正則化の影響を大きくし
て，有効な素性の数を絞り込んでいる場合は，少ない計算量で
C(w)を求めることができる．

3. 実験

本稿で提案した識別モデルを学習するには，一方の語が別
の語の代表語である事例（正例）と，一方の語が別の語の代表
語ではない事例（負例）を大量に含む学習コーパスが必要であ
る．本研究では，生命・医学分野を向けに構築された英語語彙
リソースであるUMLS SPECIALIST Lexicon∗5を用い，綴り

∗4 本研究では OW-LQN 法の実装として，libLBFGS (http://
www.chokkan.org/software/liblbfgs/) を利用した．

∗5 SPECIALIST: http://specialist.nlm.nih.gov/

System P R F1

提案手法 (σ = 5) .899 .873 .886
ED (θe = 1) .319 .871 .467
ED (θe = 2) .323 .999 .488
NED (θn = 0.118) .440 .835 .576
ステミング [Porter 80] .084 .074 .079

表 1: 綴り変化コーパスにおける評価結果

System P R F1

提案手法 (σ = 5) .979 .983 .981
ED (θe = 1) .484 .679 .565
ED (θe = 3) .479 .988 .646
NED (θn = 0.308) .495 .964 .654
ステミング [Porter 80] .926 .839 .881

表 2: 語尾変化コーパスにおける評価結果

変化コーパス（正例 15,830件，負例 33,296件）と，語尾変化
コーパス（正例 113,215 件，負例 124,747 件）を自動獲得し
た．綴り変化コーパスの正例として，LRSPL 辞書（spelling

variants table）に収録されている単語ペア，語尾変化コーパ
スの正例として，LRAGR辞書（agreement/inflection table）
に収録されている単語ペアを採用した．各コーパスの負例は，
LRWD辞書（word table）に収録されている語彙のすべての
ペアのうち，正例にならなかったものを用いた．ただし，あ
る事例の単語ペアから生成されるすべての素性（置換ルール）
が，負例からのみ利用される場合は，その事例は学習の結果に
依らず負例と判別されるので，学習データから削除した．図 2

に綴り変化コーパスと生成される置換ルールの例を示す．#で
始まる行は ws と wt を，後続の行はその事例のラベルと置換
ルール（の一部）を表している．
評価実験として，ある単語が別の単語の代表形であるかど

うかを識別するタスクにおける提案手法の性能（適合率，再
現率）を測定した．提案手法は学習に基づく手法であるため，
実験では 10分割交差検定を行い，学習データとテストデータ
が重ならないようにした．性能比較のためのベースライン手法
として，編集距離（ED），正規化編集距離（NED），ステミ
ング [Porter 80]を用いるシステムを用意した．編集距離では，
与えられた２語の編集距離がある閾値 θe 以下である場合，そ
の２語を単語–代表形の関係にあると見なす．正規化編集距離
では，編集距離を長い方の語の文字数で割り，その値がある閾
値 θn 以下である場合，単語–代表形の関係にあると判別する．
ステミングでは，与えられた２語の両方に Porterのステマー
を適用し，得られた語幹が同一であれば，元々の単語ペアが単
語–代表形の関係にあったと見なす．
表 1に，綴り変化コーパスにおける適合率 (P)，再現率 (R)，

F1 スコア (F1) を示した．提案手法の F1 スコアは 0.886 で
あり，評価したシステムの中では最も良い性能を示した．編集
距離は，閾値 θe = 2のときに F1スコアが最大となるが，適
合率が低く，綴り変化の関係にある語のペアと，似た綴りで意
味の異なる語のペアを区別できなかった．正規化編集距離は，
閾値 θn = 0.118のときの F1スコアが最大となったが，正規
化しない編集距離よりは若干良い性能を示す程度であった．ス
テミングは，綴り変化に対処するアルゴリズムではないため，
このコーパスで性能の評価を行うのは不適切であるが，参考と
して結果を掲載した．
表 2は，語尾変化コーパスにおける適合率 (P)，再現率 (R)，

3
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順位 置換元 置換先 重み 適用例
1 uss us 9.81 focussing
2 aev ev 9.56 mediaeval
3 aen en 9.53 ozaena
4 iae$ ae$ 9.44 gadoviae
5 nni ni 9.16 prorennin
6 nne ne 8.84 connexus
7 our or 8.54 colour
8 aea ea 8.31 paean
9 aeu eu 8.22 stomodaeum

10 ooll ool 7.79 woollen

表 3: 高い重みが割り当てられた置換ルール（綴り変化）
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図 3: 非 0の重みが割り当てられた素性数と Fスコアの関係

F1スコア (F1) である．こちらのコーパスでも，提案手法が
すべての評価尺度において最も良い性能を示した．このコーパ
スでは，ステミングの真価が発揮されるはずであるが，再現率
が低く，提案手法と比較しても見劣りする結果となった．ステ
ミングが語尾変化コーパスにおいて失敗する事例を調べてみ
ると，-sesで終わる語（例えば analyses）と，-sisで終わる語
（例えば analysis）から，それぞれ別の語幹（例えば analysと
analysi）を生成するケースが目立った．
表 3に，綴り変化コーパスで学習後に，高い重みが割り当て

られた素性 10個を示した．このように，学習で得られたモデ
ルから，綴り変化のプロセスを文字列の置換として直接的に解
釈できるのが，提案手法の特徴である．図 3に，語尾変化コー
パスにおいて，L1 正則化パラメータ σ を 0.01から 100まで
変化させ，学習後に非 0の重みが割り当てられた素性の数（横
軸）と，F1スコア（縦軸）の関係をプロットした．正則化パラ
メータ σを大きくし，素性の数を増やしていくと，F1スコア
は上昇していくが，素性数 5,000（σ = 5）付近で，性能改善
が頭打ちとなる．パラメータ σ = 0.01としたときは，ほとん
どの素性がモデルから削除され，有効な素性数が 97まで減少
したが，0.961の F1スコアを達成しており，単純な置換ルー
ルだけで語尾変化の特徴がかなり捉えられると推察される．

4. 結論

本稿では，文字列置換ルールとロジスティック回帰モデルに
基づいた用語バリエーション認識手法を提案した．今後は，本

研究で得られた知見をもとに，与えられた語の代表形を生成す
るシステムを構築し，辞書引きなどの処理に活用したい．
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